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融合机器学习与误差修正的日径流预测新方法——
以大通站为例
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慧水电技术创新中心，湖北  武汉  430000）

摘要: 针对水文模型在参数获取与率定过程中存在的困难以及预测效果不稳定的问题，本文提出一种基于误差修

正策略的日径流预测方法，并应用于长江下游大通站的日径流预测研究。研究集成多种不同复杂程度的机器学习

方法，包括多元线性回归、随机森林回归、支持向量机回归、贝叶斯岭回归与长短期记忆网络，并在此基础上构建了

11 种混合模型，随后通过误差修正策略进一步提升整体预测精度。结果表明，长短期记忆网络在各单项模型中表

现最优；并联混合模型整体优于串联模型，且可有效降低系统偏差；误差修正策略可较为明显地优化模型的各项预

测评价指标，相较单项模型 Nash-Sutcliffe Efficiency (NSE) 和 Kling-Gupta Efficiency (KGE) 分别提升 5.03%、

9.84%，Relative Root Mean Square Error (RRMSE) 和 Mean Absolute Percentage Error (MAPE) 分别降低 47.15%、

46.21%，误差更趋近于正态分布。本文研究可为日径流预测提供借鉴和参考。
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A novel daily streamflow forecasting approach combining machine 
learning and error correction: case study of datong station
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2.  Shanghai Marine Monitoring and Forecasting Center， Shanghai 200062， China；
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Abstract： Considering the challenges in parameter acquisition and calibration of hydrological models, as well as 
the instability of prediction performance, this study proposes a daily streamflow forecasting approach based on 
an error-correction strategy, and applies it to the daily streamflow prediction at Datong Station in the lower 
Yangtze River. The study integrates multiple machine learning methods of varying complexity, including 
multiple linear regression, random forest regression, support vector regression, Bayesian ridge regression, and 
long short-term memory networks. On this basis, eleven hybrid models were constructed, and the overall 
prediction accuracy was further enhanced through the error-correction strategy. The results indicate that the long 
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short-term memory network outperforms all individual models. Parallel hybrid models generally outperform 
serial hybrid models and can effectively reduce systemic bias. Moreover, the error-correction strategy 
significantly improves various predictive evaluation metrics: compared with individual models, the Nash-

Sutcliffe Efficiency (NSE) and Kling-Gupta Efficiency (KGE) increased by 5.03% and 9.84%, respectively, 
while the Relative Root Mean Square Error (RRMSE) and Mean Absolute Percentage Error (MAPE) decreased 
by 47.15% and 46.21%, with prediction errors approaching a normal distribution. This study provides a 
valuable reference for daily streamflow forecasting.
Key words： Runoff prediction； Machine learning； Error correction； Long and short-term memory networks； 
Support vector machines； Datong station

引言

径流预测影响着水利工程防洪、发电、供水等

综合效益的发挥［1， 2］。传统的径流预测一般借助于

水文模型完成［3， 4］，但由于水文模型往往所需资料

较多，模型参数获取比较困难且参数本身的不确定

性、空间分异性等因素影响，限制了水文模型在水

资源管理实践中的深入应用［3， 5］。随着水利工程的

运行，多数水利工程积累了大量的数据，为基于数

据驱动模型的径流预测提供了便利，也为深度学习

在径流预测中的应用提供了可能。

数据驱动模型主要使用预测因子作为模型输

入进行径流预测，无需物理驱动模型中较多复杂的

参数［6］。数据驱动模型可分为两大类：统计模型和

人工智能模型［7］。传统的统计模型对非线性数据的

处理能力略有不足。随着计算机科学技术的发展，

机器学习方法受到学者的青睐并被广泛应用于水

文领域［8， 9］。传统机器学习方法包括多元线性回

归［10］、支持向量机回归、随机森林回归等。

深度神经网络作为机器学习方法的一个分支，

由于其高效的数据处理能力，近年来被广泛应用于

时间序列预测研究。循环神经网络被认为是深度

学习在时间序列建模方面表现较为优越的架构之

一［11］，其中特殊结构的长短期记忆网络能够有效缓

解传统循环神经网络在训练过程中面临的梯度消

失与梯度爆炸问题，因此在径流预测中得到了广泛

应用。

大通站是长江中下游干流重要水文站点之一，

其径流的大小影响长江河口水源地的取水，因此准

确的径流预测对其下游的生产生活至关重要。为

此本文针对大通站提出了一种基于误差修正策略

的长短期记忆网络 -支持向量机方法（LSTM-SVR-

EC）以解决大通站日尺度径流预测问题。

1 研究对象  
1. 1　研究区域　

长江是中国第一大河，流域面积约占中国国土

面积的 20%［12］。长江中下游（图  1）有汉江、洞庭湖、

鄱阳湖等重要的支流和湖泊，水情复杂。大通站位

于长江干流入海口附近，是干流上的最后一个水文

控制站，承担着监测长江入海径流的重要任务，是

评价流域水量平衡的关键节点。因此，开展大通站

日径流预测对于流域水资源管理、生态保护及防洪

减灾具有重要意义。

1. 2　研究数据　

为提高预测结果的准确性，本研究基于水力联

系，选取各汇入河湖上最后一个水文站的日径流数

据作为模型输入。具体包括宜昌站（长江）、城陵矶

站（洞庭湖）、仙桃站（汉江）、湖口站（鄱阳湖）以及

大通站，数据覆盖 2004—2020 年，来源于长江水文

网（http：//www.cjh.com.cn）。数据按 7：1：2 的比例

划分为训练集、验证集和测试集，用于模型的训练、

调优和性能评估。

2 方法与模型架构  
2. 1　显著滞时提取　

由于数据驱动模型的预测效果高度依赖于输

入数据的质量与时效性，因此构建具有良好鲁棒性

的数据集尤为关键［13］。为此本文采用交叉相关分

析法，探讨宜昌、城陵矶、仙桃、湖口等水文站至大

通的流量传播时间，并以互相关系数达到最大值时

所对应的滞后时间，作为各站点的流量传播滞时。

结果如图  2 所示。其中，宜昌、城陵矶及仙桃的交叉

相关性表现为单峰特征，存在显著的最大值。而湖

口与大通的相关性则呈现出单调递减趋势，为了保

证数据的可获得性，使用前一日的数据作为输入。

最终选定各站对应滞时：宜昌（5d）、城陵矶（3d）、仙

桃（2d）、湖口（1d），同时加入大通前一日流量一起
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作为输入因子，因此径流预测公式可表示为：

Q D,T = f (Q Y,T - 5,Q C,T - 3,Q X,T - 2,Q H,T - 1,Q D,T - 1)
(1)

式中：QD，T 为大通 T 时刻的预测径流；QY，T， QC，T， 
QX，T和 QH，T分别为宜昌、城陵矶、仙桃和湖口对应时

刻的实测径流；f（ ）为预测函数。

图  1　长江中下游区域概况图

Fig. 1　Regional overview of the middle and lower reaches of the Yangtze River

图  2　基于互相关性的各站点滞时计算结果

Fig.2　Lag time estimation results for each station based on cross-correlation
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2. 2　模型构建　

2.2.1　单项模型　

研究中选取五种代表性的模型进行研究，包

括：多元线性回归（MLR）、随机森林回归（RFR）、支

持向量回归（SVR）、贝叶斯岭回归（BRR）、和长短

期记忆神经网络（LSTM）。这五种模型覆盖从线性

到非线性、从浅层到深层模型的不同场景需求，在

实际水文研究中均被广泛应用。

MLR 是一种应用广泛的回归分析方法，能够以

线性形式刻画预测因子与响应变量之间的关系。

由于其计算效率高、性能稳定，已在流量预测领域

得到广泛应用。RFR 作为一种集成学习算法，结合

了 CART 决策树与 Bagging 方法，能够逼近复杂的

非线性关系［17， 18］。该方法通过构建并集成大量决

策树来完成预测任务，属于监督式机器学习中的统

计建模技术［19］。SVR 是一种强大的核方法，适用于

中小样本和非线性关系建模。核心思想是通过核

函数将原始样本空间中的非线性回归问题映射到

高维特征空间，从而转化为一个线性回归问题。最

终，该问题可归结为求解带有线性约束的凸二次规

划。不同的核函数会生成不同形式的支持向量回

归模型，且该方法可以得到全局最优唯一解［20， 21］。

BRR 是一种基于贝叶斯统计原理的线性回归算法。

在仅依赖训练数据的情况下即可确定模型复杂度，

具有较高的数据利用效率，并能克服多重共线性带

来的干扰，从而实现更为精确的参数估计。

LSTM 通过神经元（图  3（a））储存记忆信息神

经元。通过遗忘门、输入门、输出门控制神经元状

态的变化和当前结果的输出［22， 23］。通过这种特殊

的门结构，学习长期依赖关系，可以有效处理径流

预测问题，弥补了循环神经网络容易产生梯度消失

或爆炸的不足之处。计算公式如式（2）~（7）：

ft = σ (W f [ ht - 1,xt ]+ bf ) (2)
it = σ (W i [ ht - 1,xt ]+ bi ) (3)

C '
t = tanh (W c [ ht - 1,xt ]+ bc) (4)

Ct = ft ∗Ct - 1 + it ∗C '
t (5)

O t = σ (W 0 [ ht - 1,xt ]+ b0 ) (6)
ht = O t ∗tanh (Ct) (7)

式中，ft 是遗忘门的输出矩阵，σ 代表 sigmoid 函数，

Wf是遗忘门权重参数矩阵，h 是神经元输出结果，x
是输入，it表示输入门的输出，Wi和 Wc 分别是输入

门和 cell 状态的权重参数矩阵，W0是输出门权重参

数矩阵，C 表示 cell 状态，C’表示 cell 状态更新量，

tanh（ ）是激活函数，bf、b0、bi 和 bc 是偏置参数，Ot 是

输出门的输出。

图  3　方法框图

Fig.3　Block diagram of the method

4



杨子浩，等：融合机器学习与误差修正的日径流预测新方法——以大通站为例

2.2.2　混合模型　

单一机器学习方法在应对复杂的回归问题时，

往往性能受限［24］。为进一步提升预测精度，本文在

单项模型的基础上，构建了串联混合模型与并联混

合模型两种典型的集成策略。串联混合模型（图  3
（b））的基本思想是采用 LSTM 模型对输入特征进

行深度提取，获得初步预测结果作为新的辅助特

征，与原始输入特征共同输入到另外四种机器学习

模型中，从而在初步预测的引导下，实现对目标值

更加准确的拟合。并联混合模型（图  3（c））的基本

思想是通过整合不同单项模型的预测输出，融合不

同模型对特征的敏感性和误差模式，以降低单项模

型带来的偏差，从而提升整体预测性能。串联模型

具有先后依赖关系，目的是使后续模型在引导条件

下进行更好的学习，本质上是一种堆叠。并联模型

无依赖关系，采用并行处理，更强调模型在不同方

面的泛化能力，本质上是一种集成学习策略。

2.2.3　误差修正策略　

径流预测作为一种典型的非线性回归问题，受

多种复杂因素影响，直接获得高精度预测结果具有

较大难度。为避免在一步到位的预测中引入过多

模型参数、导致过拟合的风险，本文首先对径流进

行初步预测，获得初步预测的误差序列；随后将误

差序列作为输入，通过交替时间步预测未来误差。

最后与初步预测值相加即可得到最终预测值。此

方法不仅能有效缓解模型复杂度带来的过拟合风

险，还能充分挖掘初步预测中蕴含的动态特征，从

而提升最终预测精度。具体过程如图  3（d）。

2. 3　参数设置　

本文采用粒子群优化算法［14-16］ 对模型参数进

行率定，同时采用早停策略防止过拟合问题的发

生，结果如表  1 所示。

2. 4　评价指标　

本 文 采 用 相 关 性 系 数（r）、纳 什 效 率 系 数

（NSE）、克林 -古普塔效率（KGE）、威尔莫特指数

（WI）、相对均方根误差（RRMSE）、平均绝对百分比

误差（MAPE）六个指标进行预测模型精度评定，公

式如（8）-（13）所示。

r =
∑
i = 1

n

( )Q pre,i - - -- -----
Q pre,i ( )Q obs,i - - -- -----

Q obs,i

∑
i = 1

n

( )Q pre,i - - -- -----
Q pre,i

2∑
i = 1

n

( )Q obs,i - - -- -----
Q obs,i

2
(8)

NSE = 1 -
∑
i = 1

n

( )Q pre,i - Q obs,i

2

∑
i = 1

n

( )Q obs,i - - -- -----
Q obs,i

2
(9)

KGE = 1 - ( )Corr ( Q pre,i,Q obs ,i )- 1
2
+ ( )SD ( Q pre,i )

SD ( Q obs ,i )
- 1

2

+ ( )- -- -----
Q pre,i
- -- -----
Q obs ,i

- 1
2

(10)

WI = 1 -
∑
i = 1

n

( Q obs, i - Q pre, i )2

∑
i = 1

n

( |Q pre, i - - -- -----
Q obs, i | + |Q obs, i - - -- -----

Q obs, i | )2

(11)

RRMSE =

1
n ∑

i = 1

n

( Q obs,i - Q pre,i )2

- -- -----
Q obs,i

(12)

表  1　模型参数及取值

Table 1　Model parameters and values

模型名称

RFR

SVR

BRR

LSTM

参数名称

树的数量（n_estimators）
每棵树的最大深度（max_depth）

最小分割样本数（min_samples_split）
核函数（kernel）
惩罚参数（C）

核函数系数（gamma）
正则化参数（alpha_1、alpha_2）

噪声方差估计的精度

隐藏单元数（units）
循环层的层数（layers）
学习率（learning_rate）

取值范围

100~500
1~100
2~10

线性核（linear）、多项式核（poly）、高斯径向基函数核（rbf）
0.01~1000

0.01~10
0.01~10
0.01~10
10~100

1~3
0.001~0.05

参数取值

200
20
4

高斯径向基函数核

10
0.1
0.1
0.1
64
2

0.005
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MAPE = 1
n ∑

i = 1

n |

|
|
||
||

|
|
||
| Q pre,i - Q obs,i

Q obs,i
(13)

式中：Qobs，i和 Qpre，i分别为流量实测值和预测值，m3/
s；- -- -----

Q obs ，i 和
- -- -----
Q pre，i 分别是实测值和预测值的均值，m3/

s；Corr（Qpre，i，Qobs，i）是模型预测值与观测值之间的相

关系数；SD（Qpre，i）和 SD（Qobs，i）分别是预测值和实

测值的标准差；n 为数据长度。

3 结果与分析  
3. 1　模型预测结果　

3.1.1　单项模型　

各时期的指标评价结果如表  2 所示，测试期的

模拟预测结果如图  4 所示。总体来看，五种模型在

不同阶段的表现存在一定差异。在训练期中，RFR
模 型 表 现 最 优 ，其 次 为 LSTM，而 BRR、SVR 与

MLR 的表现相对接近。这表明在拟合训练数据方

面，集成学习方法具有较强的建模能力和灵活性。

RFR 通过集成多棵决策树并利用随机抽样机制，能

够在较大程度上降低方差，捕捉数据中的复杂非线

性关系，从而在训练集上获得较高精度。与之相

比，LSTM 模型在验证期和测试期中均表现最优，

说明其在时间序列建模方面具有明显优势。LSTM
通过门控机制有效保留长期依赖信息，从而在未知

样本上实现更为稳健的预测性能。SVR 在测试期

中表现次优，说明其在样本数量有限或非线性程度

适中的情况下，仍具有较好的拟合与泛化平衡。而

MLR 与 BRR 由于模型结构较为简单，对非线性关

系的刻画能力有限，表现略逊一筹，但在稳定性方

面仍具有一定优势，尤其适用于线性主导或噪声较

小的流域。

从图  4 可以看出，各模型在测试期的总体模拟

效果差异不大，均能较好再现观测流量的时序变化

趋势，主要差异集中在峰值阶段的预测表现上：

RFR 在洪峰期存在明显低估，反映出其在极端事件

学习中的不足，这可能与训练样本中洪峰事件占比

偏低、决策树分裂深度受限有关。LSTM 虽整体表

现优异，但在部分高流量时段亦存在系统性低估，

可能由于模型对极端输入的记忆门更新不足所致。

而 SVR、BRR 与 MLR 的峰值误差分布较为随机，呈

现出高估与低估并存的现象，说明其线性或准线性

结构在应对复杂突发性径流事件时存在一定局限。

综上所述，RFR 在拟合训练数据方面表现突

出，但泛化能力不足；LSTM 在捕捉非线性时序关

系、提升测试期预测精度方面具有明显优势；SVR

在不同阶段表现相对稳定，兼具一定的精度与稳健

性；而 MLR 与 BRR 则可作为基线模型，为复杂模型

的性能评估提供参考。

3.1.2　混合模型　

基于单一模型的预测表现，为进一步提升模型

精度与鲁棒性，本研究构建了 11 种混合预测模型，

包括六种并联混合模型，RFR-MLR、RFR-BRR、

RFR-SVR、 LSTM-MLR、 LSTM-BRR、 LSTM-

SVR（1-6）和 四 种 串 联 混 合 模 型 ，LSTM-MLR、

LSTM-RFR、LSTM-SVR、LSTM-BRR（7-10）。并

选取最优模型添加误差修正策略（11）。图 5 展示了

各混合模型的预测结果泰勒图。训练期内，各模型

的标准差差异不大，性能主要体现在相关系数和均

方根误差上。在验证期和测试期，LSTM-SVR-EC
模型依然表现优异，而其他模型的分布开始呈现离

散趋势，逐渐偏离观测值。

由表  2 可知，在所有并联混合模型中，LSTM-

SVR 组合取得了最优的预测效果。这表明基于

LSTM 的时间序列建模能力和 SVR 在非线性回归

中的优势具备良好的互补性：LSTM 捕捉了主导趋

势与长期依赖性，SVR 则对局部变化与非线性误差

具有更强纠偏能力。在串联组合模型中，LSTM-

MLR 表现最为突出，说明 LSTM 所捕捉的时间动

态特征能够有效提升 MLR 对残差结构的建模能

力，从而增强其泛化性能。总体而言，并联模型

LSTM-SVR 的 整 体 表 现 优 于 串 联 模 型 LSTM-

MLR，说明模型间的协同关系和结构融合方式对预

测 性 能 具 有 显 著 影 响 。 LSTM-SVR 既 保 留 了

LSTM 对时序特征的深层学习能力，也整合了 SVR
对复杂非线性结构的精准回归能力，二者在误差空

间具有一定互补性。LSTM-SVR-EC 模型在原有

框架的基础上引入了误差修正策略，优化了各项预

测指标，进一步提高了预测精度。

3. 2　测试期指标涨幅　

各模型评价指标相较单项模型平均值的百分

比变化如表  3 所示。结果表明，并非所有混合模型

均能显著提升预测性能，特别是包含 RFR 的部分并

联模型，以及部分串联组合模型，其预测精度在某

些指标上反而下降。说明混合模型的有效性不仅

取决于模型本身的精度，还受到模型间互补性、误

差结构相容性以及组合策略的显著影响。例如

RFR 在训练期拟合能力较强，但其输出偏向“平均

化”，当与其他模型并联时，可能削弱对极端值的响

应，从而降低整体预测精度。
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在所有组合方案中，LSTM-SVR-EC 模型表现

最为优越。与单项模型均值相比，其在多个关键指

标上均实现显著优化：R 提升 2.02%，NSE 提升

5.03%，KGE 提升 9.84%，WI提升 1.46%；而在误差

类指标方面，RRMSE 和 MAPE 分别降低了 47.15%
和 46.21%。这些结果表明，误差修正机制在混合模

型基础上进一步降低了系统误差和结构性偏差，尤

其在中高幅值区域的拟合能力显著增强。LSTM-

SVR 组合在结构上已具备较强的非线性建模与时

序记忆能力，而误差校正策略进一步对残差序列进

行“二次学习”，有效弥补了原模型对局部噪声、极

端事件响应不足的问题。这种多层次建模架构显

示出优越的泛化能力和稳定性，说明在构建混合模

型时，仅靠简单线性融合难以保证效果，通过引入

误差反馈机制或自适应权重策略，可进一步改善模

型精度。综上所述，LSTM-SVR-EC 模型在预测精

度和误差控制方面均表现最优，证实了融合多模型

能力与误差修正机制的有效性。

3. 3　测试期拟合性能　

图  6 展示了各单项模型以及四种混合模型

（RFR-SVR、LSTM-SVR、LSTM-MLR、LSTM-

SVR-EC）在测试期的散点拟合表现，紫色散点代表

流量高估，黄色散点代表流量低估，黑色线为 1：1
线，红色线为±25°线，蓝色线为拟合线。

从整体分布趋势来看，各模型均表现出误差随

流量增大而扩散的典型特征，即误差方差随流量增

大而上升（呈现放射状分布），这在一定程度上反映

了高流量条件下的不确定性加剧。大多数散点基

本分布在±25°范围内，说明预测值整体上保持了较

强的稳定性和对称性。具体而言，MLR、SVR 与

BRR 三种线性及半参数模型在中低流量区间表现

尚可，但在高流量条件下拟合能力明显不足，预测

结果呈现出较大的离散性，并在 45°线两侧对称分

布，表明模型对不同流量段没有明显偏向，但缺乏

图  4　单项模型径流预测结果

Fig.4　Single model prediction of daily runoff
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表  2　模型预测精度统计

Table 2　 Statistics on prediction accuracy

分类

单项模型

并联混合模型

串联混合模型

误差修正模型

模型

MLR

RFR

SVR

BRR

LSTM

RFR-MLR

RFR-BRR

RFR-SVR

LSTM-MLR

LSTM-BRR

LSTM-SVR

LSTM-MLR

LSTM-BRR

LSTM-SVR

LSTM-RFR

LSTM-SVR-EC

时期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

训练期

检验期

测试期

r
0.956
0.965
0.979
0.993
0.955
0.950
0.956
0.964
0.979
0.956
0.965
0.979
0.966
0.974
0.974
0.981
0.977
0.972
0.981
0.977
0.972
0.981
0.977
0.973
0.963
0.974
0.979
0.963
0.974
0.979
0.963
0.973
0.979
0.965
0.973
0.975
0.966
0.974
0.975
0.967
0.956
0.949
0.979
0.964
0.962
0.985
0.989
0.992

NSE
0.914
0.920
0.954
0.985
0.833
0.876
0.913
0.924
0.957
0.914
0.920
0.954
0.933
0.936
0.938
0.962
0.909
0.930
0.962
0.909
0.930
0.962
0.916
0.935
0.928
0.934
0.950
0.928
0.934
0.950
0.928
0.936
0.953
0.932
0.937
0.941
0.933
0.937
0.941
0.934
0.892
0.890
0.958
0.909
0.915
0.969
0.978
0.983

KGE
0.938
0.908
0.918
0.975
0.728
0.790
0.951
0.935
0.939
0.938
0.907
0.917
0.953
0.887
0.872
0.956
0.807
0.850
0.955
0.807
0.849
0.971
0.824
0.866
0.941
0.889
0.888
0.941
0.888
0.887
0.954
0.905
0.904
0.951
0.894
0.878
0.951
0.888
0.876
0.955
0.834
0.836
0.966
0.851
0.854
0.985
0.970
0.975

WI
0.977
0.978
0.987
0.996
0.945
0.961
0.977
0.980
0.988
0.977
0.978
0.987
0.982
0.982
0.982
0.990
0.973
0.979
0.990
0.973
0.979
0.990
0.975
0.981
0.981
0.982
0.986
0.981
0.982
0.986
0.981
0.983
0.987
0.982
0.982
0.983
0.982
0.982
0.983
0.983
0.968
0.967
0.989
0.974
0.975
0.992
0.994
0.996

RRMSE
0.142
0.139
0.105
0.059
0.200
0.173
0.143
0.135
0.102
0.142
0.139
0.105
0.126
0.124
0.122
0.094
0.148
0.130
0.094
0.148
0.130
0.095
0.142
0.126
0.130
0.126
0.110
0.130
0.126
0.110
0.131
0.124
0.107
0.126
0.123
0.119
0.126
0.124
0.120
0.124
0.161
0.163
0.100
0.148
0.143
0.085
0.073
0.064

MAPE
11.384%
10.188%
8.011%
4.146%

11.728%
9.417%

11.183%
10.017%
8.001%

11.397%
10.197%
8.026%
9.739%
9.544%
8.875%
7.407%

10.499%
8.334%
7.413%

10.505%
8.342%
7.076%

10.368%
8.116%

10.389%
9.700%
8.201%

10.395%
9.704%
8.209%

10.101%
9.654%
7.974%
9.750%
9.536%
8.484%
9.753%
9.488%
8.629%
9.656%

10.220%
8.903%
7.565%

11.127%
9.856%
5.933%
5.180%
4.554%
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对峰值事件的辨识能力。RFR 与 LSTM 模型在高

流量区段表现出系统性低估趋势，尤其当实测流量

大于 5000m³/s 时，散点大多集中在 45°线下方，显示

出非线性模型对极端事件的响应滞后或过度平滑

的特性。这种偏差可能源于 RFR 对离群点的“平均

化”处理机制，以及 LSTM 在训练数据中对高值样

本分布的不均衡学习。从拟合线斜率和截距来看，

SVR 在各机器学习方法中表现最优，具有最接近 1
的斜率与最接近 0 的截距，同时其 R2也最大。

并联混合模型 RFR-SVR 与 LSTM-SVR 在高

流量区段表现出更好的拟合对称性，SVR 的引入在

一定程度上纠正了上述非对称问题 ，尤其是在

LSTM-SVR 模型中，散点在高流量区趋于回归 45°
线附近，表明 SVR 成功提升了 LSTM 对高值波动

的识别能力，模型之间具备良好的互补效应。拟合

线的斜率更接近 1，截距也有所降低。LSTM-SVR-

EC 模型在全流量区间均表现出最优的拟合分布特

征：在中低流量段具有了良好的拟合精度，预测值

密集分布于 45°附近；在高流量段基本消除了系统性

低估问题，散点分布更加均匀且偏离度显著减小；

此外，颜色标识显示该模型对高估（紫色）与低估

（黄色）现象的控制更加平衡，误差分布趋于随机，

说明系统性偏差已被显著抑制。斜率高达 0.97，截
距也进一步降低，证明其预测值分布极为优秀。

3. 4　误差分析　

图  7 为 LSTM-SVR-EC 与 LSTM-SVR 误差云

雨图。LSTM-SVR-EC 的误差均值与标准差相较

于 原 始 LSTM-SVR 模 型 分 别 降 低 了 64.94% 与

8.83%，说明在整体精度提升的同时，误差波动性也

得到有效控制。LSTM-SVR 模型的误差中位数高

于均值线，表明其误差分布存在一定右偏现象，可

能受到极端高估值的影响；而 LSTM-SVR-EC 的误

差中位数与均值线高度重合，说明其分布趋于对

称，更接近标准正态分布形态。此外，LSTM-SVR-

EC 的箱体长度明显缩短，须线范围亦明显收敛，反

映其在 95% 置信区间内的误差分布更加集中，误差

区间明显减少。该结果表明，误差修正机制不仅提

升了预测准确率，更在分布层面优化了模型的残差

图  5　混合模型预测结果泰勒图

Fig 5　Taylor diagram of the prediction results of the hybrid model

表  3　各模型测试期指标变化率

Table 3　Rates of change of indicators for each model test period

分类

并联模型

串联模型

误差修正模型

模型

RFR-MLR
RFR-BRR
RFR-SVR

LSTM-MLR
LSTM-BRR
LSTM-SVR
LSTM-MLR
LSTM-BRR
LSTM-SVR
LSTM-RFR

LSTM-SVR-EC

r
0.06%
0.05%
0.08%
0.70%
0.70%
0.70%
0.31%
0.29%

-2.37%
-1.00%

2.02%

NSE
-0.59%
-0.61%
-0.13%

1.52%
1.51%
1.81%
0.60%
0.52%

-4.95%
-2.21%

5.03%

KGE
-4.25%
-4.29%
-2.39%

0.02%
-0.02%

1.87%
-1.04%
-1.30%
-5.75%
-3.76%

9.84%

WI
-0.18%
-0.19%
-0.02%

0.47%
0.47%
0.57%
0.20%
0.18%

-1.48%
-0.64%

1.46%

RRMSE
6.68%
6.78%
3.34%

-9.67%
-9.59%

-12.15%
-2.21%
-1.59%
34.29%
17.71%

-47.15%

MAPE
-1.56%
-1.47%
-4.14%
-3.13%
-3.03%
-5.81%

0.21%
1.93%
5.16%

16.41%
-46.21%
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结构，实现了从“偏态+长尾”向“对称+集中”分布

的转变。综上，LSTM-SVR-EC 模型通过混合预测

与残差修正，在拟合能力与误差分布控制之间实现

了良好平衡，值得进一步在类似径流预测中应用。

4 结论  
本文比较了 5 种不同复杂程度的机器学习方法

在大通站日径流预测任务中的表现，以此为基础探

索了 11 种混合预测模型构建方式，并通过 r、NSE、

KGE、WI、RRMSE、MAPE 等多种评价指标对结果

进行评估。所得结论如下：

（1）不同机器学习模型在预测行为上存在显著

差异。RFR 和 LSTM 模型具有较强的平滑性和稳

态建模能力，能够较好拟合整体趋势，但在高流量

条件下存在一定程度的低估倾向；相比之下，MLR、

SVR 和 BRR 等线性或半参数模型对输入变化更为

敏感，预测曲线波动较大，对峰值事件易出现高估，

反映出各模型在捕捉时序特征与响应极端值方面

的能力差异。

（2）并联混合模型通过融合多个模型的输出，

充分利用各模型在误差结构上的互补性，有效减弱

单项模型的系统偏差。在大通站日径流预测中，部

分并联模型（如 LSTM-SVR）优于对应的串联模

型，表现出更高的精度和稳健性，说明模型结构与

组合方式的合理匹配对于混合策略效果至关重要。

（3）在 并 联 模 型 基 础 上 引 入 误 差 修 正 策 略

（LSTM-SVR-EC），不仅显著提升了各项预测性能

（r、NSE、KGE 等），还改善了预测误差分布，使残差

图  6　观测流量-预测流量散点图

Fig.6　Scatterplot of observed flow - predicted flow
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更加集中并趋于正态分布，从而降低系统性误差，

提高预测的可靠性和泛化能力。这为水文预测模

型构建提供了一种可借鉴的优化路径。
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